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Abstract

En aquest treball, hem explorat les zarzes neuronals des d’un punt de vista matema-
tic usant l'analisi funcional, preguntant-nos quin paper juga la profunditat a [’hora
d’aprozimar funcions. Hem analitzat els espais de Sobolev i Sobolev-Slobodeckij on
hem comprovat que, des del punt de vista computacional (nombre de neurones), és
més eficient utilitzar xarzes neuronals profundes. A més, hem presentat una fami-
lia de funcions definides en S%~1 x S on hem demostrat que una varza neuronal
de profunditat 2 no pot aprorimar amb un error € > 0 fixat ni tan sols amb un
nombre de neurones exponencial en la dimensio d’entrada d, mentre que una xarza
de profunditat 3 és capa¢ d’aproximar-les amb un nombre de neurones polinomial
en d. Aquests resultats posen de manifest la rellevancia de la profunditat en les

zarzes neuronals a I’hora d’aproximar de funcions complexes.
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1 Evolucié del Deep Learning: Un Viatge a través

del Temps

El cami cap a l'aprenentatge profund es remunta als anys 40, quan McCulloch i
Pitts [10] van desenvolupar un model de computadora basat en les xarxes neuronals
del cervell huma. Les seves neurones, conegudes com a neurones de McCulloch-
Pitts, van inspirar la creacié de dispositius de xarxes formats per diverses d’a-
questes neurones. El perceptro, inventat posteriorment en els anys 50 per Frank
Rosenblatt 11|, seria la primera d’aquestes xarxes amb capacitat d’aprenentat-
ge mitjancant la modificacié progressiva dels seus parametres. No obstant aixo,
la seva limitacié per resoldre problemes no lineals va ser destacada per Marvin i

Seymour [9] en el seu llibre de 1969, «Perceptrons.

No va ser fins a la década de 1980, amb la redescoberta de l'algoritme de re-
tropropagacié de l'error per part de Geoffrey Hinton, David Rumelhart i Ronald
Williams [12|, que les xarxes neuronals van tornar a guanyar protagonisme. La
retropropagacié permetia entrenar xarxes neuronals amb miultiples capes ocultes,
conegudes com a xarxes neuronals profundes, millorant significativament la seva
capacitat per resoldre problemes complexos. Aquest progrés va ser complementat
el 1989 per Yann LeCun [§], qui va combinar xarxes neuronals convolucionals amb
retropropagacio6 per llegir digits escrits a ma, demostrant una aplicacié practica de

xarxes profundes.

En les darreres décades s’ha plantejat la qiliestié de si la profunditat és realment
necessaria a ’hora d’aproximar funcions. En Yarotsky [13| va analitzar 'eficacia de
les xarxes neuronals profundes en I'aproximaci6 de funcions de I’espai de Sobolev,
subratllant que les xarxes profundes poden superar significativament les xarxes
poc profundes en termes d’eficiéncia computacional. Finalment, en Daniely [4] va
demostrar amb un exemple concret que una xarxa neuronal de profunditat 3 és
capag¢ d’aproximar amb un error ¢ > 0 fixat mentre que una xarxa de profunditat

2 no ho pot fer, ni tan sols amb un nombre exponencial de neurones.



En aquest treball, ens centrarem en aquests dos tltims articles, la nostra contri-
bucié és proporcionar exemples i petites demostracions per tal de comprendre i
donar una visi6 més detallada i des d’un punt de vista estrictament matematic,

dels seus resultats amb ’analisi funcional.

2 Preliminars

Per tal de comprendre com funcionen les xarxes neuronals, primerament explora-

rem la creaci6 del perceptro.

2.1 Perceptré6

El perceptrd, com a sistema inicial de xarxa neuronal, funciona mitjangant una
analogia simplificada del procés neuronal biologic. Aquest model elemental consta
d’una capa d’entrada i una de sortida, sense capes ocultes, i és capag de realitzar
tasques de classificaci6 binaria. Com es mostra a la Figurall] les senyals d’entrada
x; son rebudes pel sistema, cadascuna multiplicada per un pes sinaptic w;, que
representa la forca o la importancia de la connexid respectiva, similar a com una

sinapsi regula la forca d’un senyal entre neurones en el cervell.

T o—>
Biaix (b)
T Funcid
d'activacio
Senyals < >
X3z o—>
d'entrada 3 y
Sortida
Tyo @ Unid
sumadora
Iy o—>

Pessos sinaptics

Figura 1: Representacié d'un perceptré de 5 entrades.

La informacié processada per la unié sumadora és la suma ponderada de les



2.2  Definicié Matematica de Xarxes Neuronals

entrades, a la qual se li suma un terme de biaix b. Aquesta suma ponderada
z = Y .(wjz;) + b constitueix 'entrada neta a la funcié d’activaci6. En el cas del
perceptro, la funcié d’activacié és una funcié esglad, que proporciona una sortida

binaria; és a dir, si z supera un cert llindar, la sortida y és 1, i si no, és 0.

1 siz > llindar
y= (1)
0 siz < llindar

Aquest mecanisme de llindar permet al perceptré distingir entre dues classes line-
alment separables. Durant la fase d’aprenentatge, si la sortida del perceptré no
coincideix amb la sortida esperada, els pesos sinaptics s’ajusten en direccié contra-
ria al gradient de 'error, que es calcula com la diferéncia entre la sortida esperada
i la sortida actual. Aquest procés d’ajust, conegut com a regla d’aprenentatge del
perceptrd, permet al model aprendre i adaptar-se progressivament al conjunt de

dades sobre el qual s’entrena.

Tot i la seva simplicitat i les seves limitacions per modelar només funcions li-
nealment separables, el perceptrd va establir els fonaments sobre els quals s’han
construit xarxes neuronals més complexes i profundes. Aquestes xarxes modernes
utilitzen multiples capes ocultes i una varietat de funcions d’activacio, com veurem
a continuacio, per capturar relacions no lineals i patrons més complexos dins de

grans volums de dades.

2.2 Definici6 Matematica de Xarxes Neuronals

La xarxa neuronal artificial presenta una estructura en capes amb un flux d’infor-
maci6 seqiiencial i transformacions no lineals. Aquestes capes son interconnectades
de tal manera que la sortida de cada una és la base per al processament de la se-

glient, fins arribar a la predicci6 final.

Per tal de definir matematicament una xarxa neuronal, primer considerarem les
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segiients transformacions lineals f, : R? — R? tal que
folw) = Whlz 4 b,

ond,s €N, z € R, Wbl € R®*4 direm que és una matriu de pesos, i b¥ € R® un

vector de biaixos. Les podem visualitzar com

fs(ﬁl) W1,1 W1,2 T Wl,d x by

fs(ZBQ) Wz,l W272 T W2,d o) by
= +

fs (Id) Ws,l Ws,2 T Ws,d Zq bs

Ara definirem, el concepte de funci6 d’activacié que ja havia sigut préviament

esmentat en la definicié del perceptro.

Definicié 2.1. Una funcié d’activacié ¢ : R — R és una funcié no lineal i que
s’aplica element a element. Es a dir, per un vector = (x1,29,...,2,) € R,

tenim:

Un exemple com és la funcié ReLU (Rectified Linear Unit), definida per:
o(z) = max(0, z).

Aquesta funci6 d’activacié introdueix no linealitat, el que permetra a la xarxa
neuronal modelar relacions més complexes entre les dades. Vist aix0, ja podem

donar la definicié de xarxa neuronal.

Definici6 2.2. (Xarza neuronal) Definim una xarxa neuronal com una classe de

funcié ® : R? — R® que es pot expressar com una composicié de transformacions
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lineals f,, i funci6 d’activacié ¢ de manera que

O:xeRIRA G R Ly I RN % G Re 2)
on N € N és el nombre de capes de la xarxa neuronal, d = dy,dy,...,dy_1,5 =

dy € N son les dimensions de cada capa.

Per una xarxa neuronal & amb dimensié d’entrada d, dimensié de sortida s i NV

capes, la seva arquitectura seria

Capa d’entrada  x € RY,
fa, = Whlg 4 plh]

Primera capa oculta o(fy,) € R

fa, = W[d”}a(fdn_l) + b[d"], pern=1,...,N,

n-éssima capa oculta o(f,) € R

Capa de sortida  ®(z) = o(fay) = W™ o(fs,_ ) + 0 =5, on g€ R®.

Definicié 2.3. (Altres notacions) Denotem M (P) := Zjvz_ll d; com el total de
neurones de les capes ocultes, M'(®) := d + Zévzl d; com el nombre de neurones
totals, P(®) := ij:l [Wl]g + ||6"]|o com el nombre de pesos, on || - [|o indica
el nombre d’entrades no nul-les i A(®) := max{dy,...,dy_1} com 'amplada de la

xarxa neuronal ®.

La qiiesti6 central d’aquest treball és explorar la relacié entre la precisié d’aproxi-
maci6 i la complexitat d’una xarxa neuronal @, la qual es mesura segons el nombre
de neurones M (®), la quantitat de pesos i biaixos no nuls P(®), i el nombre de
capes C(®) = N.

Definicié 2.4. (Conjunt de zarzes neuronals) Sigui d,dy,...,dy_1,s € N per
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aleun N € Nji 0 : R — R. Denotem

N capes i d,, neurones a la capa n
q)d,dl,...,del,s = : . dn] : 1.ld
per totes les possibles o, Wl i pldnl

Aquest conjunt inclou totes les funcions possibles que es poden aprendre amb una
xarxa neuronal amb dimensié d’entrada d, dimensi6é de sortida s, N capes i d,

neurones a la capa n, per qualsevol funcié d’activacié o, pesos Wl i biaixos blén]

2.3 Teorema d’Aproximacié Universal

Ara, dirigim la nostra atencié cap a un resultat fonamental en la teoria de xar-
xes neuronals: el teorema d’aproximacié universal. Aquest teorema il-lustra la
capacitat inherent de les xarxes neuronals per modelar qualsevol funcié continua
dins d’'un marc ben definit. Comencarem recordant algunes nocions basiques de

topologia i analisi matematica que son clau per a l'expressié formal del teorema.

Recordem que els conjunts compactes a R? séon exactament els tancats i fitats.

Definici6 2.5. (Espai de Funcions Continues) L'espai C'(K) denota el conjunt de
totes les funcions f : K — R? continues definides en un conjunt compacte K C R¢.
Aquestes funcions tenen el tret que per cada ¢ > 0, existeix un § > 0 tal que per

tots x,y € K, si ||z — y|| < Havors |f(z) — f(y)]| < e.

Definici6é 2.6. (Norma Infinita) La norma infinita d’una funcié f € C(K), de-
notada com || f|le, és el valor maxim absolut que f pren sobre el conjunt K.

Matematicament, es defineix com || f||.c = max,ex |f(x)].

Ara, estem llestos per enunciar el teorema. El Teorema d’Aproximacié Universal
va ser demostrat per George Cybenko el 1989 [3]. La prova de Cybenko abordava
especificament les xarxes amb funcions d’activacié sigmoidals, no obstant en el

segiient enunciat tenim en compte altres resultats, com per exemple |7], on s’ha



demostrat per una classe més amplia de funcions d’activacié, incloent-hi la popular

RelLU.

Teorema 2.7 (Teorema d’Aproximaci6 Universal [6]). Per cada funcié f : R* — R
amb f € C(K) i per a tot ¢ > 0, existeiz un M € N i una zarza neuronal
O c Dy tal que

If = @floc <&

Aquest resultat demostra que les xarxes neuronals poc profundes tenen la capacitat
d’aproximar qualsevol funcié continua en un conjunt compacte fins a un grau
d’error arbitrariament petit, donat un nombre de neurones suficient. Aquest ultim
fet, ens fa qiiestionar-nos si existeix cap diferéncia en 'ordre d’aproximacié quan

considerem més capes. Realment la profunditat és necessaria per al Deep Learning?

3 La profunditat en les xarxes neuronals

En D'aprenentatge profund, la profunditat de les xarxes neuronals és un factor
critic que impacta directament en la seva capacitat per capturar la complexitat
dels patrons dins de les dades. La relacié entre el nombre de neurones i la capacitat
d’aproximacié d’una funci6é objectiu no només és intrigant des d’un punt de vista
teoric, sind que també és vital per la construcci6 eficient de models en practiques

d’aprenentatge automatic.

3.1 Teoria de la mesura

Abans de submergir-nos en aquesta discussio, necessitem establir alguns conceptes
clau de teoria de la mesura, com son els espais de Lebesgue i Sobolev, aixi com les

restriccions associades a aquests espais. Presumirem la mesura de Lebesgue a R

Definici6 3.1. (Espai de Lebesgue L,) L’espai de Lebesgue L,(K), per a un ni-

mero real p > 1 i un conjunt mesurable K C R?, és l’espai de totes les funcions

7



3.1 Teoria de la mesura

mesurables f : K — R tal que la poténcia p-ésima del valor absolut de f és
integrable respecte a la mesura de Lebesgue sobre K. Formalment, es defineix

com

LIK) ={f: K = R[|[fll» < oo}

on la norma || f|z» és

11, = (/. |f<x>|pdx)’l’ <o,

Per a p = 00, l'espai Lo (K) conté funcions que son essencialment fitades, és a dir,
funcions que soén fitades fora d’un conjunt de mesura nul-la, amb la norma definida

com el suprem essencial del valor absolut de f:

[fllze = ess sup,ex|f(2)].

Definicié 3.2. (Derivada Feble) Una funcié f té una derivada feble d’ordre n si
existeix una funcié g € L,(K) tal que per a totes les funcions test ¢ és a dir,

funcions infinitament diferenciables amb suport compacte en K, es compleix

f-D'¢dr=(-1)" [ g-pda,
A I,

on D"¢ representa la derivada d’ordre n de ¢. En aquest cas, diem que g és una

derivada feble d’orde n de f.

Es important destacar que la funcié f pot no ser diferenciable en el sentit classic
en tots els punts de K. No obstant aixo, 'equacié anterior implica que f és
diferenciable en el sentit feble, amb ¢ actuant com la seva derivada feble. Aixo vol
dir que I'equaci6 es compleix gairebé a tot arreu, és a dir, excepte en un conjunt

de mesura nul-la. Per visualitzar aquest concepte, observem el segiient exemple.

Exemple 3.3. Observem els segiients casos

1. Sigui f(x) una funcio diferenciable classicament amb derivada classica f/(x).

8



3.1 Teoria de la mesura

Verifiquem que la derivada feble coincideix amb la derivada classica.

Considerem la integral

/K f(@)¢ (@) d,

on ¢ és una funcié test, és a dir, una funcié infinitament diferenciable amb

suport compacte en K. Aplicant la integraci6é per parts:

/K F(@)e! () dx = [F(@) ()] — /K f(@)p(z) dr.

Com que ¢ té suport compacte dins de K, el primer terme [f(x)p(z)],

s’anul-la als limits del conjunt K. Per tant,

/ f(x)¢'(x) dr = — / F(x)e(z) da.
K K
Aixo demostra que g(x) = f'(z) és la derivada feble de f(x).

. Considerem la funci6 caracteristica dels nombres racionals en I'interval [—1, 1],

denotada per xg. Aquesta funcié es defineix com:

1, size@Q
0, sizé¢Q.

Xo(z) =

La funci6 xg no és diferenciable en cap punt de [—1, 1], perd podem calcular
la seva derivada feble. Com que la mesura de Lebesgue dels nombres racionals

és zero, tenim:

/ yol)p(x) dz = 0

1

per a qualsevol funcié test .



3.1 Teoria de la mesura

Aixi, g(x) = 0 ¢és la derivada feble de xg. Aix0 esta d’acord amb la intuicio
ja que, la funcié caracteristica dels nombres racionals és zero gairebé a tot

arreu (excepte en un conjunt de mesura nul-la).

Un cop definit I'espai de Lebesgue L, i el concepte de derivada feble, podem definir
un subespai de L, anomenat Espai de Sobolev que ens permet considerar un tipus

de funcions amb certa “suavitat”.

Definicié 3.4. (Espai de Sobolev W™P(K)) Sigui n € Ny, 1 < p < co. Aleshores,

per un conjunt obert K C RY, definim ’espai de Sobolev com
WmP(K):={f e L’(K): D*f € L’(K) per tot @ amb |a| < n}.

A més a més, per a f € W™P(K) il < p < oo, definim la norma com:

1/p
I lwnsr = | D 1D Moy |
0<|a|<n
i per p = 0o, definim la norma com:
||fHWn,oo(K) = Inax ”Daf“Loo(K).

0<|al<n

L’espai de Sobolev W™P(K') és un espai de funcions que no només son integra-
bles en el sentit de LP, sin6 que també les seves derivades febles fins a un cert
ordre n també ho sén. Aixo significa que aquestes funcions tenen un cert grau de
suavitat, depenent de 'ordre n i de I'exponent p. Notem que si n = 0, aleshores

I’espai de Sobolev és simplement un espai de Lebesgue, és a dir, Wo?(K) = LP(K).

Exemple 3.5. Considerem els segiients tipus de funcions en un conjunt mesurable
K CR:

1. Polinomis: Qualsevol polinomi P(x) pertany a W™P(K) per a qualsevol n

10



3.1 Teoria de la mesura

i p. Aixo es deu al fet que els polinomis son infinitament diferenciables i
les seves derivades sén també polinomis, que séon integrables en qualsevol

interval finit.

2. Funcions continues a trossos amb derivades a trossos: Una funcié f que és
continua a trossos i té derivades continues a trossos fins a 'ordre n pertany a
WmP(K). Un exemple tipic és la funcié f(z) = |z|, que pertany a W1P(K).

3. Funcions L? amb derivades febles en LP: Qualsevol funcié f € LP(K) que
té derivades febles fins a ordre n en LP(K) pertany a W™P(K). Un exemple

¢és la funcié caracteristica dels nombres racionals yg que hem vist que té

derivada feble zero en 3.3

Definim una restriccié de I'espai de Sobolev que ens sera de gran utilitat.

Definici6é 3.6. (Espai de funcions Ff; ,) L'espai Fi 4 ©s la restricci6 de 'espai de
Sobolev W™P(K) a dins de la bola unitat en W™?([0, 1]¢):

FY =5 e W™([0,1]) : || fllwnroie < 1}

També, caldra definir ’espai de Sobolev fraccionat:

Definici6 3.7. (Espai de Sobolev-Slobodeckij WP(K')) Definim ’espai de Sobolev-
Slobodeckij W™P(K) per a un conjunt obert K CR4 0 <7 < 1,i1 < p < o0,

com el conjunt de totes les funcions f € L,(K) tals que

1/p

D~ p
[ fllwze ey = ”fH +Z//| f];(;_y’dwf( Ol dx dy < 00,

la|<n

on « és un multiindex i D*f representa la derivada feble d’ordre . Per p = oo,

definim

LACEEA

[1f [lw-2 () = max {HfHLoo(K» €SS SUDy ye K aty =g

11



3.2  Primeres intuicions sobre la millora amb profunditat

L’espai de Sobolev-Slobodeckij W™P(K) introdueix una idea fraccionada de la
suavitat. En comptes de requerir que les derivades fins a 'ordre n siguin LP-

integrables, també es considera un quocient de diferéncies d’aquestes derivades.

Aquesta definicié captura la idea de funcions que sén “suaus en mitjana” fins a un
cert grau. Aixo és especialment ttil en ’analisi de funcions que no sén totalment

derivables perd encara tenen una certa regularitat.
En el treball [5, Prop. 2.2| es demostra que tenim F? , C W™P(K) C W?(K).

Finalment, recordarem el concepte d’ordre d’una funcié, ja que ens resultara tutil

per la segiient seccio.

Definici6 3.8. Siguin f i g dues funcions de variables reals o enteres. Es defineixen

les seglients notacions asimptotiques:

1. Es diu que f(x) és de l'ordre de g(x), denotat f(x) = O(g(x)), quan x — oo,

si existeixen constants positives C' i zq tals que per a tot x > x, es compleix
|f(2)| < Clg(=)].

2. Es diu que f(z) és de l'ordre inferior de g(x), denotat f(z) = Q(g(x)), quan
T — 00, si existeixen constants positives ¢ i xg tals que per a tot = > zq, es

compleix

f(@)| = clg(@)].

3.2 Primeres intuicions sobre la millora amb profunditat

En aquesta seccid, comprovarem que la profunditat és una millora en la eficiéncia

(nombre de neurones) a I’hora d’aproximar.

El 2017, Yarotsky va demostrar un resultat fonamental sobre 'aproximacié de

funcions utilitzant xarxes neuronals amb funcié d’activacié ReLU en el segiient

12



3.2  Primeres intuicions sobre la millora amb profunditat

teorema.

Teorema 3.9. (15, Thm. 1] Per a qualsevol d,n € N i e € (0,1), hi ha una zarza

neuronal, amb funcio d’activacio ReLU que:

1. és capag d’expressar qualsevol funcio de F%, amb un error €;

2. té una profunditat com a mazim c(In(1/¢)+1) i com a mazim ce~¥"(In(1/¢)+

1) neurones, amb una constant ¢ = c(d,n).

En el segiient teorema, es presenta una generalitzaci6 d’aquest resultat que es va

obtenir per a funcions de F? ; amb l'error mesurat en la norma W™ per 0 < r < 1.

Teorema 3.10. [0, Thm. 4.1] Siguid € N, n € Nsg, 1 <p<o0i0<r<1.

Aleshores, ezisteiz una constant ¢ = c¢(d,n,p,r) > 0 amb les segiients propietats:

Per a tot f € Ff;d, existeix una zarza neuronal Py la qual és capag d’aproximar

n,r
famb un error menor que € en la norma W™ (on 0 <r < 1) tal que

1 M(®p,) < ¢ e log, (e/0=0),

2. C(®;.) < c-logy (e~ =),

Observem que si considerem que r = 0 i p = oo, és a dir WZ°([0,1]7) = F3,

aleshores ens trobem en el mateix cas que el teorema 3.9,

I ara ve una peca clau dins del nostre analisi de profunditat de les xarxes neuro-
nals. En els teoremes anteriors no hem fixat el nombre de capes (profunditat) que
la xarxa neuronal ha de tenir per tal d’aproximar amb un error determinat. Lla-
vors, qué passaria si fixem el nombre de capes? Quin sera el nombre de neurones

necessari?

En Yarotsky, en el mateix treball, va respondre a les preguntes anteriors amb el

segiient teorema.

13



3.2  Primeres intuicions sobre la millora amb profunditat

Teorema 3.11. [15, Thm. 6] Sigui f € C?([0,1]%) una funcié no lineal (és a
dir, no de la forma f(x1,...,24) = ap + Zzzl apry en tot [0,1]¢). Llavors, per a
qualsevol N fix, una xarxa neuronal amb profunditat N i funcio d’activacio ReL U
aprozimant f amb un error e € (0,1) ha de tenir almenys un ordre O (e Y/ 2(N=1))

de neurones.

Es important remarcar que si f € W™*([0,1]%) amb n > 2, llavors f té derivades
parcials fins a 'ordre 2 que son acotades i continues gairebé per tot arreu, i per
tant, f € C?([0,1]%). D’on es dedueix la inclusio, W™*([0, 1]¢) C C?([0, 1]%).

Amb aquesta ultima clarificacio, estem preparats per posar en comparacio els dos
darrers teoremes, considerant n > 2 i una funci6 f € W™>([0,1]%) C C?([0, 1]9).
Comprovem matematicament que les fites estan en concordanga amb que fixar el
nombre de capes serd més restrictiu que no fixar-lo, i que, de fet, és estrictament

més restrictiu.

Recordem que en el teorema |[3.10] considerant » = 0, tenim el nombre de neurones
de Tordre O(s=%"1n(1/¢)) i, pel teorema és de lordre O(e~Y/CIN=1))  Per

fer la comparativa, considerem x = 1/e i fem tendir x a infinit en el segiient limit

i le—U i z?

per algun o > 0. Ens queda una indeterminacié favorable per aplicar la regla de
L’Hopital d’on

Oél’ail

lim = lim az® = +00
T—00 1/x T—00

Com el limit és infinit, significa que el numerador creix més rapidament a infinit

que el denominador. Es a dir, que
O(e=¥™1n(1/e)) < O(e~Y/CEN=1)y,

d < 1

almenys quan es compleix que = SN
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4 Limitacions de la profunditat dos

Fins ara, hem tractat ’expressivitat de les xarxes neuronals i la seva capacitat d’a-
proximacio sota certes condicions amb un nombre exponencial de neurones. Hem
comencgat a plantejar la qiiestié entre la grandaria i la profunditat: hauriem d’u-
tilitzar xarxes que siguin estretes i profundes (moltes capes, amb un petit nombre

de neurones per capa), o poc profundes i amples?

Ara, el nostre objectiu es definir una familia de funcions que poden ser aproximades
per una xarxa de profunditat 3 de grandaria polinomial pero, en canvi, no ho poden

ser per una xarxa de profunditat 2 de grandaria exponencial.

Treballarem amb funcions definides sobre l'esfera unitat S¥~!. Notem que 1’espai

S4-1 x S9! esta inclos dins I'espai euclidia R??. De fet,
Sd—l % Sd—l C Rd % Rd ~ RQd

Aixo ens permetra no haver de redefinir el concepte de xarxa neuronal que prévi-

ament hem definit en la seccio6 2.2

Tot i no caler redefinir el concepte de xarxa neuronal amb aquest nou espai d’en-

trada, ens sera tutil tenir una visualitzaci6 de com son les xarxes neuronals en

Sd_l X Sd_l.

Sigui ® : %! x S%~! — R una xarxa neuronal de profunditat 2 amb amplada r i

pesos limitats per B, aleshores
O(x,x') = wg o(Wyx + Wix' + by) + b, (3)

on Wy, W| € [-B,B]"™*% wy € [-B,B|",by € [-B,B]", by € [-B,B] i (z,2') €

S-1 x §e-1,
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4.1 Teorema principal

Si fos de profunditat 3, aleshores seria

P (x,x) = wi o (Wao (Wix + W{x' +by) + by) + bs

per Wl,Wll € [—B,B]TXd,WQ € [—B,B]Txr,wg & [—B,B]T,bl,bg < [—B,B]T, bg S
[—B,B] i (z,2') € ST! x §¢!

4.1 Teorema principal

Introduim la mesura p4, que s’utilitza freqiientment en l’analisi de funcions sobre
esferes unitat S en l'espai euclidia R?. Definim la mesura de probabilitat /g

sobre 'interval [—1, 1] com:
r(e
duale) = — 28 (1 oy
on I" representa la funci6 Gamma. En el segiient exemple, podem interpretar millor

aquesta mesura.

Exemple 4.1. Considerem el cas d = 3. Utilitzant les propietats de la funcié

Gamma, tenim que

2

r<§> _la iy =n

aleshores queda

INE 5 1
dus(x) = G) (1—2*)dr = 2V dx = §dx.

Ara, calculem la mesura de I'interval [a,b] C [—1, 1] sota aquesta mesura:
b b
1 1 1
is([a, B]) = / L= §/a dr = 5(b—a)

Per més context sobre d’on prové la mesura, consultar |1, Ch. 1, Ch. 2.
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4.1 Teorema principal

Definim A, 4(f) com la norma L*(p4) de la diferéncia entre la funci6 f i el millor

polinomi p de grau fins a n — 1 que s’acosta a f. Es a dir

Analf) = min 1 = pll22(ua)

p polinomi de grau n—1

Definim també K, com una constant que depén de la dimensié d’entrada d > 2

iel graun>1

)

K- d+n—1\ (d+n—-3\ _ (2n+d—-2)(n+d-3)!
N d-1 d—1 ) nl(d—2)! ‘

Aixi, ja estem llestos per enunciar el teorema principal.

Teorema 4.2. [{, Thm. 1] Sigui F' : S ! x S™! — R la funcio objectiu que
desitgem aproximar, tal que F(x,x") = f((x,X')), on f és una funcié continua en
Vinterval [—1,1] i (x,X') denota el producte interior. I sigui ® : ™1 x S71 —+ R
una xarra neuronal amb funcié d’activacio o, profunditat 2 i amplada r, amb pesos
limitats per una constant B. Llavors, per a qualsevol n > 1, ’error d’aprorimacio

entre ® i F' en norma L? compleiz:

2r B max, lo(z)| + 2B
1Y = Fll 2ot xg0-1) = Analf) (An,d<f> - bl<2vintE

\V4 Kd,n

Per tal de comprendre la cota inferior que acabem d’enunciar, cal destacar el paper

crucial que juga la n:

- La constant K, augmenta a mesura que n creix i disminueix si n decreix. El

valor minim que pot prendre és K,; = 2 i no esta fitat superiorment.

- No obstant, A, 4(f) actua contrariament. Quan n creix, A, 4(f) disminueix i

viceversa.

2rB max) < /Idp+ B lo(z)|+2B

\/Kd,n
zero perqué el denominador /K, creix. Al mateix temps, A, 4(f) disminueix.

Per tant, si n és gran, el valor de la fraccié tendeix cap a
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4.2 Demostracié del Teorema Principal

Aixo fa que la cota inferior també decreixi, permetent una millor aproximaci6é amb

un error menor.

Per contra, si n és petita, K;, com a minim sera 2, fent que la fracci6 sigui un
terme constant. En aquest cas, A, 4(f) creixera molt i llavors I'error d’aproximacio

sera gran.

Aquest resultat subratlla les limitacions intrinseques en 1’'is de xarxes neuronals
amb una capacitat finita (limitada per r i B) per aprendre funcions amb un cert
grau de complexitat. No podem esperar que la nostra xarxa neuronal faci una

feina millor que aixo.

4.2 Demostraci6é del Teorema Principal

Abans de donar la demostraci, necessitem definir certs conceptes.

Definici6 4.3. (Funcions Separables de (v,v')) Una funcio f és separable respecte
a parelles de vectors v i v/ si es pot expressar com f(x,x') = ¢¥((v,x), (v, X)),

per alguna ¢ : [—1,1]*> — R.

Definici6 4.4. (Polinomis de Legendre) Els polinomis Legendre de dimensio d son

la seqiiéncia de polinomis sobre [—1, 1] definits per la formula de recursio

Definim un cert tipus de funcions que seran ttils per a la demostracié del teorema.

Definicié 4.5. Sigui x,x’ € S¢~!. Definim h,, : S9! x S%~! — R per

hn(X, X/) = Kd,npn,d<<xv X/>)
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4.2 Demostracié del Teorema Principal

Per comoditat denotarem LX*(x') = h,(x,x’) i, d’ara en endavant, denotarem els

polinomis de Legendre P, 4 simplement amb F,.

En el treball [1, Prop. 2.26], van demostrar que

[ PR diat) = ()

Al llarg de la demostracié del teorema farem ts de les seglients propietats dels

polinomis Legendre, tenint en compte el resultat anterior equacio [4

Lema 4.6. (Propietats dels polinomis de Legendre)

1. Pera cada d > 2, la seqiiéncia {\/Kqin,Pn} €s una base ortonormal de ’espai
de Hilbert L*(pq).

2. Per a cadan, ||P,|lec =11 Py(1) = 1.
3. (L§, LY) = Pi((w,2")d3;.

Definicié 4.7. (Operador de Projeccio Ortogonal O, ) Donat un espai de funcions
L?(p1q) sobre I'interval [—1, 1] amb la mesura de probabilitat 14, definim I'operador
de projeccié O, : L*(ug) — L*(pg) com la projeccié a 'espai complementari dels

polinomis de grau <n — 1.

Aleshores, si f es descompon com f = Y2 a,Py, llavors la projeccio ortogonal

O,f és

k=n

Notem doncs que llavors Ay 4(f) = ||On f || L2(u,)-

El segiient lemma sera fonamental en la prova del Teorema principal [4.2]

Lema 4.8. (Lemma principal) Sigui f : S41 x S&=1 — R una funcié de producte

interior i sigui g1, ..., Gy : ST x ST 5 R funcions separables. Llavors

2

==
j=1

2> 5 ||ng|>
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4.2 Demostracié del Teorema Principal

Demostracio. Com hem vist abans, els polinomis de Legendre formen una base
ortonormal, fet que ens permet descompondre les funcions f i g; en sumes infinites

d’aquests polinomis.

Considerem f com una suma infinita dels polinomis ortonormals
f=Y"aih (5)

on h; estan definits en la secci6 [4.5)1 o; son coeficients reals que representen les

contribucions de cada component ortonormal h;.
Sigui v;, v € S4=1 " escrivim

!
().

gj(x,x') = Z ﬁi,zLZj (x)L
k=0

R . ., . . ]
on LZ’ , L, definits en la seccio 1 els coeficients reals (], representen les con-

. . Vi . v’ .y
tribucions de cada component ortonormal L,” i L;” a la funcié g;.

Ara bé, quan k # 1, els productes L)’ (x)L,” (x') son ortogonals a f. Aixo significa
que només els termes amb k = [ contribueixen a la norma de la diferéncia ||f —

22:1 g;|*>. Per tant, podem assumir sense pérdua de generalitat que cada g; és de

la forma: .
g;(x,x) =Y BILY (x)L;" (¥). (6)
i=0

Un cop vist aixo ja podem procedir a demostrar la desigualtat del teorema. Pri-

mer, substituim la part de la esquerra per les seves expressions en termes de les
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4.2 Demostracié del Teorema Principal

equacions o] i [6]
, 2
If=> ol = Z@zh - ZZBJLV] ® Ly
j=1 =0 j=1
o0 o0 T 2
=1y (ami - ZﬁfLZf ® Lﬁ) =S ki =Y ALY @ LY
= =1 =0 j=1

on en la ultima igualtat apliquem el conegut Teorema de Pitagores, |2, Thm 2.2].

Realment només cal considerar els termes a partir de ¢« = n perqué aquests termes
representen la part de f que no pot ser aproximada pels polinomis de grau menor
oigual a n—1. Aquesta part és exactament el que quantifica la projecci6 ortogonal

O, f. Per tant, podem escriure la desigualtat segiient

2

aihi — Zr: 55@” ® L:;

J=1

IF=> al*=
j=1 i=n

Utilitzem la propietat ortogonal per separar els termes quadratics

If - Zgj\|2>zoz —2ZZ<% W BILY ® L) > (7)

i=n j=1

El porducte intern el podem calcular com

/

(error?y = [ b L 0L () a0 dpa()
S§d—1x§d—1

:/Sd 1ygd-1 KaiFi((x, %))/ Kaili({vj, %) v Kai Py <V >dﬁ‘d( )dpa(x')

d’on usant la condici6 d’ortogonalitat [y, , P;((v,x")) P;((v',x'))dpq(x') = 6; ; Pi((v, V"))

obtenim que

[ K ! ]DZ j 9 '
<hz,Lv]®L > 3/25 30i i Pi( <V], J> 3/22 <<21ng3>): (<V[J(dv'3>)

)
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4.2 Demostracié del Teorema Principal

Substituint aquest tltim resultat en 1'equacié [7], obtenim

If — Zg]||2>2a —222%53 \</V]’_J>)

i=n j=1

Pero recordant que O, f és la projecci6 ortogonal de f a ’espai complementari dels
polinomis de grau menor o igual a n — 1. Tenim, [|O,f||* = Y 2, af. Finalment

quedaria

I/ = Zgj||2>uo 1P —2225% : wﬁ)

i=n j=1

Aplicant de la desigualtat de Cauchy-Schwarz per separar les sumes de termes,

7 - Zgj||2>||o P —222'6;’(‘;"

7j=1 i=n

> (|0, f]° - Z Z 81|’ > laaf”

Finalment, tenint en compte altre cop que |0, f||> = Y- o? i la definici6 prévia

tenim

de g;, arribem finalment a la desigualtat

- 2O f11 3251 gl
o . 2> On 2_ 7j=1 J
If =D gill* > 10a 7] o

j:l ;

]

Ara ens interessa veure la relacié del lemma anterior amb el Teorema Principal [4.2]
En el context d’una xarxa neuronal de profunditat 2 i amplada r, cada neurona
de la capa oculta pren una combinacié lineal de les entrades, (x,x’) € S x S4-1,

aplica una funci6 d’activacio, o, i produeix una sortida
9;(x,X) = o(wlx + wi'x' + b))

on w; i w’; son les files de les matrius Wy 1 W/, respectivament, és a dir w';, w; €
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4.2 Demostracié del Teorema Principal

[—B, B]'*? i b, és el biaix de la j-ésima neurona de la capa oculta. Aquestes

sortides, les podem entendre com a funcions separables.

Per tant, la funci6 total implementada per la xarxa neuronal ® es pot veure com

una suma de funcions separables g; proporcionades per cada neurona

@(x,x') = Zgj(xwr,) (8)

Només queda veure que > 7 [|g;]| = rBmax, oy /a5, plo(z)| + B.

Notem que
[wi x| < [|w;llIx]| < VdB,

on x| <1 perqué x € S41.

De manera similar

lw'lx'| < VdB.

J

Combinem aquestes contribucions i obtenim
wlx +w i x +bj| < |wix|+|w x|+ |b;| < VdB+VdB + B =2VdB + B.
Aplicant 'activacié o a aquesta entrada maxima, obtenim:

x' +b;)] < max |o(z)].

T
lo(wix +w <
|z|<2vdB+B

J J

Per tant, la norma de la funcié separable implementada per la neurona oculta esta
acotada per:

|l < B max ol(x
Il < B max lo(a)

Aleshores, sumant la contribucié de les r neurones i sumant el biaix maxim de la
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neurona primera neurona, obtenim

D gl =rB  max |o(z)|+ B
= |z|<2vdB+B

5 La millora amb profunditat tres

Finalment, presentem i demostrem el corol-lari el qual sera crucial per respon-
dre, en la secci6 [6.2], a la qiiestio que portem tractant al llarg de tot el treball, son
realment les xarxes neuronals profundes millors a ’hora d’aproximar que les poc

profundes?

Abans, pero, recordarem el concepte de funcié Lipschitz i un Lemma que ens sera

de gran utilitat.

Definici6é 5.1. Una funci6 f : R — R és L-Lipschitz si existeix una constant

L > 0 tal que, per a tots els z,y € R, es compleix:

|f(x) = f(y)] < L|z -y

Aquesta condici6 implica que la funcié f no varia més rapidament que una recta

de pendent L, és a dir, f té una variacié controlada i és continua.

Lema 5.2. (|4, Lem. 5]) Sigui o(x) = max(z,0) l'activacié ReLU, f: [-R, R] —
R una funcio L-Lipschitz, i € > 0. Existeizen |5;| < R, |a;| < 2L,~v; € {—1,1} ¢

g(z) = f(0) + Z%U(%‘!ﬂ — Bi)
i=1
L-Lipschitz en tot R, tals que ||g — flloo < €. A més a més, m < %

Amb aquests conceptes ben definits, tenim tots els ingredients per enunciar el

corol-lari.
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Corol-lari 5.3. Sigui f : [-1,1] — [—1,1] una funcié L-Lipschitz i sigui € > 0.
Definim F: ST! x S — [=1,1] per F(x,x') = f({x,x')). Hi ha una funcié
G : SIS — [—1,1] que satisfa || F—G||o < € i a més G pot ser implementada

per una xarxa neuronal de profunditat 3, de funcio d’activacié ReLU amb amplada

de limit superior < 16‘22’: i pesos limitats per max(4,2L).

Demostracio. Inicialment, considerem f(x) = % en [—2,2|. Al ser L-Lipschitz en
[~R,R] amb R =21 L = 2, pel Lema [5.2] podem aproximar f amb una funcio

Dy quare de la forma:

m

Pouarel®) = F(0) + 3 v (i — )

i=1
. . . .
tal que, per construccio, ||Psguare — flloo < 537 1 amb una amplada maxima m <

@, biaixos limitats per |5;| < R = 2 i pesos de la capa de predicci6 limitats per

Per cada i € [d] podem compondre la funcio lineal (x,x’) — z; + 2} amb Pgqyare

. /\2
per obtenir una xarxa de profunditat 2, ®;, que calcula f(x,x') = % amb un

error de 57+ 1 amb la mateixa amplada i limit de pes que Pyquare-

Ara ens interessa obtenir una xarxa neuronal que calculi

d
(e, x) = ) i
i=1

amb un error de 57. Per fer-ho, ens adonem que, sumant les xarxes neuronals

descrites en el pas anterior tenim que

d

: 1 : \2 1 - 2 1 : 2 !
E;(IDi:gZ(xi—ka:i) :§2xz+52x2 +zl:ximi
i= i=1 i= i=1 '

1=

. _ © 1. L. d
i, com x,x’ € S*7!, la seva norma euclidiana és igual a 1 ( p.e. ||x[|*> =Y 27 =
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1). Per tant, si considerem

d d

/

(I)inner = E (I)z —1= § Ty
i=1 i=1

tenim una xarxa neuronal que calcula (x,x’) amb un error de d55 = 57 i amb una
2 .. .. . . .,
amplada de d% = @, biaixos limitats per 2, i pesos de la capa de prediccid

limitats per 4.

Ara, de nou pel Lema hi ha una xarxa de profunditat 2, ®¢, que calcula f en
[—1,1], amb un error de §, té una amplada maxima de %, els biaixos |f;| < R =1

i els pesos estan limitats per |o;| < 2L, i és L-Lipschitz.
Finalment, considerem la xarxa de profunditat 3, com la composicié segiient
(I)F<X7 XI) = q)f(q)inner <X7 X/))

Quan combinem Pjyper i P, 'amplada maxima de la xarxa composta sera el maxim

d’aquestes dues amplades:

<16d2L 4L) 16d>L
max — | =

e € €

2 N 2
Per tant, &z té una amplada maxima de %.

Els limits dels pesos es mantenen perque, en la composicié de xarxes, no afegim
més capes que les ja existents en les xarxes originals, per tant, els pesos de les

neurones en aquestes capes un limit de pes de max(4,2L).

|[Pr (3, X)) = F (x,x)| = [©f (Pinner (x,X)) = f ((x,X))]|
< Pf (Pinner (%,X)) = p ((x, %)) + @5 ((x,x)) — f ((x,%
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al ser @ L-Lipschitz i tenint un error d’aproximaci6 de f de 5, ens queda que

S L |q)inner (X7 X/) - <X7X/>| + g

€ €
< [— 4 - =
= 2L+2 €

Com voliem veure, hem trobat una xarxa neuronal de profunditat 3 que es capag

de e-aproximar F. O

6 Comparativa de profunditat dos i tres

En aquesta tltima seccio, finalment presentem un exemple on es veu clarament
que, sota certes condicions, la profunditat tres supera a la profunditat dos. Abans

pero, considerarem el segiient Lemma.

Lema 6.1. [{, Lem. 4] Definim gqm(z) = sin(mv/dmz). Llavors, per a qualsevol
d > dy, per una constant universal dy > 0, i per a qualsevol polinomi p de grau k

tenim que

[ (9an@) = plo)Pate) = i

1 — demm

Ara, ja estem llestos per comprovar el potencial dels resultats vists al llarg del
treball.

Exemple 6.2. Considerem el cas en qué la funcié d’activacio és la funcié ReLLU
o(z) = max(0,x). Sigui la funci6 objectiu f(x) = sin(rd®z), n = d* i el limit dels

pesos com B = 2¢. En aquest cas, pel Lema agafant m = d*® i k = 0 tenim

L ) @5 —02 1
| Gintrd) = plo)date) = G = 1

Per tant, podem considerar que A, 4(f) > .

Sem
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_1
50e2m2

2, aplicant el Teorema [4.2] tenim que

Per tenir una aproximaci6 de de F', amb una xarxa neuronal de profunditat

o1 1 2r2929(1 + V4d) + 2 - 2¢
50e2m2 — ber \ bew NI

Simplificant i reordenant termes amb l'objectiu d’aillar el nombre de neurones de

la capa oculta r, arribem a

VEir

r >
= 20em224(1 + V/4d) + 24+

D’on, sabent que /Ky 4 = O(d®"?), demostrat en |2, Ch 2. Eq. 2.12].

Per d molt grans, tindrem que

d—2 dlogy(d—2
d _ 2¢1082(d-2) ~ 9dlllogy(d—2)-2)

r = =
T 20em224(1 4+ V4d) + 24+ 20em2%4(1 + V4d) 4 2441

Podem dir que el valor de r ha de ser

p = 9(dlogs(d)

on €2 és la contrapartida de O, recordem la definici6 (3.8

D’altra banda, f(z) = sin(wd®z) és L-Lipschitz amb L = 7d® perque:
|f(x1) = flx2)| = |Sin(7fd35171) - Sin(ﬂdgﬂfzﬂ < wd’|xy — Ty

per tant, el Corol-lari |5.3| implica que F' pot ser aproximada amb un error € > 0
fix per una xarxa neuronal de profunditat 3 de funcié d’activaci6 ReLU, amplada

@ i pesos limitats per 27d?.

Aquesta comparacio il-lustra clarament com una xarxa de profunditat 3 pot pro-

porcionar una aproximaci6é d’error € > 0 amb un nombre de neurones d’ordre
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polinomic en funcié de d, comparat amb una xarxa de profunditat 2 que mai ar-
riba a e-aproximar ni tan sols amb un ordre exponencial de neurones, demostrant

aixi la superioritat de les xarxes més profundes en termes d’aproximacio.
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